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POVZETEK

V članku podajam primerjavo nekaterih možnosti uporabe tehnik strojnega učenja na slikovnih podatkih. Obravnavam histograme in podobne globalne opise slik ter možnosti opi​sovanja slik s pomočjo segmentacije. Za učenje klasifi​ka​tor​jev sem uporabil metodo najbližjih sosedov in metodo pod​pornih vektorjev. Opisane tehnike sem eksperi​men​tal​no pre​izkusil na zbirki 1172 slik, ročno razvr​ščenih v 14 razredov. Iz rezultatov je razvidno, da daje metoda podpornih vektor​jev boljše rezultate kot metoda najbližjih sosedov, od raz​ličnih vrst opi​sov slik pa so najuspešnejši avtokorelogrami.

1.  UVOD

Vse pogosteje imamo opravka z velikimi zbirkami slikovnih podatkov in s tem se povečuje tudi potreba po algoritmih, ki bi nam omogočali učinkovito obvladovati in pregledovati takšne zbirke. Eden od problemov na tem področju je tudi problem klasifikacije slik: za vsako sliko predpostavimo, da pripada enemu iz diskretne množice razredov, radi pa bi na​uči​li nek klasifikator, ki bi znal tudi druge slike klasifici​rati po zgledu že označenih.


Za ta problem se v literaturi doslej niso veliko zanimali (izjema je na primer [HKZ98]), več pozornosti pa je bil de​le​žen sorodni problem pregledovanja slikovnih zbirk na po​dlagi podobnosti (visual information retrieval). Tam upo​rab​nik opiše, kaj ga zanima, računalnik pa naj bi mu v zbir​ki poiskal slike, ki temu opisu najbolje ustrezajo. Najpo​gos​teje je poizvedba formulirana kar tako, da uporab​nik po​da sliko in ga zanimajo v bazi tiste, ki so ji podobne. Pri pro​blemu klasifikacije pa posamezne razrede praviloma tudi sestavljajo slike (ali skupine slik), ki so si med seboj podob​ne. Tako moramo, da ocenimo, v kateri razred bi uvrstili neko novo sliko, spet predvsem ovrednotiti podobnost med to sliko in dru​gimi pripadnicami posameznih razredov.

2.  STROJNO UČENJE NA SLIKAH

Pri strojnem učenju na slikah imamo opravka z dvema po​ve​zanima vprašanjema: (a) Kako naj slike opišemo, da se bodo lahko ti postopki (ki s slikami praviloma ne morejo de​la​ti nepo​sredno) na njih učili? (b) Katere postopke stroj​nega učen​ja uporabiti?


V nadaljevanju obravnavam predvsem opise dveh vrst: (1) celotno sliko opišemo z enim samim vektorjem, ti vek​torji pa so pri vseh slikah enako dolgi; (2) sliko razrežemo na več regij (segmentacija; znotraj vsake regije naj bi bili barva ali tekstura približno homogeni) in opišemo vsakega posebej; mera po​dobnosti med slikami v tem primeru izha​ja iz mere podob​nosti med regijami.


Na opisih prve vrste lahko načeloma uporabljamo ka​teri koli algoritem, ki zna delati z vektorji. V okviru tega prispevka sem preizkusil metodo najbližjih sosedov in me​todo podpornih vektorjev (support vector machine, svm). Opise druge vrste lahko še vedno obdelujemo z metodo najbližjih sosedov, saj ta nima posebnih omejitev glede me​re podobnosti med slikami, z metodo svm pa ne, ker de​luje ta le z vektorji, ne pa z množicami vektorjev (po enim za vsako regijo), kakršne nastanejo po segmentaciji.


Metoda najbližjih sosedov [CH67] je dobro znana in široko uveljavljena. Pri njej predpostavimo le, da znamo med primerki (v našem primeru slikami) računati neko me​ro razdalje ali podobnosti. Da klasificiramo nov primerek, pogledamo, kateri od učnih primerkov mu je najbližji (to je njegov »najbližji sosed«), in uvrstimo novi primerek v isti razred, v katerem je ta najbližji sosed. Obstajajo tudi raz​ličice, ki skušajo prečistiti učno množico in odpraviti šum [AKA91].


Metoda podpornih vektorjev [Bur98] v osnovi temelji na zamisli, da lahko predstavnike dveh razredov (če so to vektorji) razmejimo s hiperravnino. Določanje orientacije in položaja te ravnine zastavimo kot optimizacijski pro​blem, v katerem skušamo uravnotežiti prizadevanja, naj bo okoli ravnine čim širši »rob« (margin) brez učnih vektor​jev, in prizadevanja po čim boljši klasifikaciji na učni mno​žici. Z uporabo t.i. jedrnih funkcij (kernel functions) lahko na​mesto ravnin uporabljamo tudi ukrivljene razmejitvene plos​kve. Metoda je teoretično dobro podprta s statistično teori​jo učenja, odlično pa se je obnesla tudi v praksi na številnih problemskih področjih. svm lahko uporabimo tu​di pri pro​blemih z več razredi [HL01]; za vsak par razredov na primer naredimo klasifikator, ki ločuje en razred od drugega (osta​lih pa pri učenju tega klasifikatorja sploh ne upošteva​mo), nov primerek pa pokažemo vsem in se od​ločimo za raz​red, ki ga je predlagalo največ klasifikator​jev.


Zanimiv predlog postopka za strojno učenje na slikah je delo Huanga in sod. [HKZ98]: slike opišejo z vektorji (his​togrami ali korelogrami; prim. razd. 3.1) in nad njimi od zgoraj navzdol gradijo neke vrste odločitveno drevo. Pri tem za vsako vozlišče množico tam še aktualnih vektorjev obdelajo s postopkom razcepa na singularne vrednosti.

3.  PREGLED MOŽNOSTI OPISOVANJA SLIK

3.1  Globalni vektorski opisi slik

Vsi opisi v okviru tega razdelka izhajajo iz kvantizacije, to​rej razbitja barvnega prostora na nekaj (na primer C) dis​junktnih področij. Barv znotraj istega področja ne razliku​jemo več med sabo, ampak slikovne elemente teh barv ob​rav​navamo, kot bi bili vsi iste barve. Lahko tudi rečemo, da je slika naslikana s paleto C barv. (Poudarimo lahko, da se v takih primerih običajno uporabi pri vseh slikah v zbirki ena​ko kvantizacijo in se ta tudi ne ozira posebej na vsebino slik.)


Eden od najbolj uveljavljenih in še vedno široko upo​rabljanih opisov te vrste je histogram. To je C-razsežni vek​tor, ki za vsako barvo palete pove, kolikšen delež slike po​krivajo slikovni elementi tiste barve. Za mero razdalje med dvema slikama lahko vzamemo kar evklidsko ali, še bolje, manhattansko razdaljo med njunima histogramoma. Obsta​jajo še druge mere, specializirane za histograme, na primer presek histogramov [SB91] in mere, ki upoštevajo tudi po​dobnost med različnimi barvami [HSE+95]. Neugodno pri histogramu je, da ne pove ničesar o razporeditvi slikovnih elementov določene barve po sliki. Pass in sodelavci [PZ96, PZM96] so zato predlagali, da bi elemen​te iste barve ločili še po kakšnem drugem kriteriju, npr. po tem, ali je nek slikovni element del kakšne večje strnjene lise iste barve (tem pravijo, da so koherentni) ali pa je bolj osam​ljen. Šteli bi vsake posebej in tako dobili 2C-razsežni kohe​renčni vektor. Obnesla naj bi se tudi zamisel, da za krite​rij upo​rabimo intenzivnost robov v okolici opazo​va​ne​ga sli​​kov​nega elementa [PZ99]. Te vektorje spet lahko pri​merjamo z manhattansko ali evklidsko razdaljo.


Še ena obetavna predstavitev slik so korelogrami in nji​hove izpeljanke. Huang in sod. [HKM97] definirajo barvni korelogram kot tabelo s koeficienti ((d)ck, ki navajajo verjet​nosti, da je, če na razdalji d od naključno izbranega slikov​ne​​ga elementa barve c naključno izberemo še en slikovni ele​ment, slednji barve k. Vrednosti d naj bi jemali npr. iz {1, 3, 5, 7}. Zaradi prostorske in časovne zahtevnosti dela s korelo​grami pa raje uporabljajo avtokorelograme ((d)c(((d)cc in zgoščene avtokorelograme (banded autocorrelo​grams) [HKZ98] (c ( (d ((d)c. Spet prideta v poštev manhat​tanska in evklidska razdalja.


Nekateri avtorji predlagajo tudi razdelitev slike in izra​čun histogramov (ali podobnih opisov) za vsak del posebej, nato pa vse histograme staknemo v en sam dolg vektor [SLH99, SNF00]. Ko merimo razdaljo med takšnimi vektorji, je učinek enak, kot če bi merili razdalje med histogrami isto​lež​nih delov slik in jih nato sešteli. Slabosti teh pristo​pov sta, da je razdelitev pri njih fiksna (ne glede na vse​bi​no slike) in da neupravi​čeno povečajo razdaljo v primeru, da se kak pred​met premak​ne na nek drug del slike. 

3.2  Opisi slik na podlagi segmentacije

Pri segmentaciji poskušamo razbiti sliko na več regij, pri čemer naj bi bila barva (ali pa tekstura) znotraj ene regije čim bolj homogena. Število in razporeditev regij se torej pri​la​ga​​jata vsebini slike. To področje je še vedno predmet šte​vilnih raziskav. Pogosto si pomagajo z Gaborjevimi filtri [Tur86] ali različicami odkrivanja robov [MDM97].


Za potrebe ugotavljanja podobnosti med slikami pa za​do​stu​jejo tudi preprostejše in bolj grobe vrste segmen​ta​ci​je. Tak je na primer pristop sistema walrus [NRS99] ki raz​re​že sliko na okenca velikosti 2n×2n slikovnih elementov (la​h​ko se tudi prekrivajo in lahko hkrati uporabimo več različ​nih n). Za vsako okence izvedemo diskretno valčno trans​for​​ma​cijo in si kot opis okenca zapomnimo glavne štiri koefi​ciente transformiranke. Tako dobljene vektorje zdru​žimo v skupine (clustering); ker naj bi si bili vektorji iz iste skupi​ne blizu skupaj v prostoru, naj bi bila tudi us​trezna oken​ca po videzu v grobem podobna, zato je smi​sel​no uni​jo teh okenc razglasiti za eno od regij pri segmenta​ciji. 


Na podobni zamisli temelji tudi simplicity [WLW00], le da tu vedno vzamejo okenca velikosti 4×4, v opis pa poleg glavnega koeficienta valčne transformiranke (ki je v bistvu pov​prečje celega okenca) vzamejo še tri vrednosti, ki poda​ja​jo energijo višjih frekvenčnih pasov.


Segmentirane slike primerja walrus po naslednjem pre​prostem postopku. Naj bodo Ri regije prve slike I1 in xi nji​hovi opisi, Sj oz. yj pa regije in opisi druge slike I2. Iz​be​rimo si nek ( in naj bodo P ( {(i, j) : ||xi–yj|| < (} pari regij, katerih opisi so si dovolj blizu, da jih štejemo za podobne. Podob​nost med slikama izrazimo kot delež povr​ši​ne, ki jo te regije pokrivajo: za R ( ((i, j)(P Ri in S ( ((i, j)(P Sj je to (|R| + |S|)/(|I1| + |I2|), pri čemer je |(| površina področja ali slike med črtama. Neugodno pri tej meri je, da lah​ko neka majhna regija ogromno prispeva k podobnosti, če je po​do​bna neki veliki regiji (ali pa več majhnim regi​jam) druge slike. Poiskati moramo tudi primerno vrednost parametra (, kajti če je ta prevelik, bi za podobne slike raz​gla​sili tudi take, ki si v resnici niso podobne, če je pre​maj​hen, pa niti podobnih slik ne bi prepoznali kot po​dobne.


Avtorji sistema simplicity so za primerjanje seg​men​ti​ra​nih slik zasnovali temeljitejši algoritem irm (inte​grated region matching) [LWW00]. Naj bo dij ( ||xi–yj|| raz​dalja med opisoma regij Ri in Sj; potem definirajo razdaljo med slikama kot D ( (i,j sijdij. Utež sij naj bi odražala pomen uje​manja med regijama Ri in Sj. Te uteži določimo tako, da postavimo omejitve (j sij=pi, (i sij=qj, za neke pi in qj, ki omejujejo vpliv posamezne regije na celotno D. Pare (i, j) obravnavamo po naraščajoči dij in v vsakem koraku utež sij po​večamo, kolikor se da, ne da bi presegli katero od opi​sa​nih omejitev.

4.  PRIMERJAVA OPISANIH METOD

4.1  Metodologija

Na področju obdelave in dostopanja do slikovnih zbirk se še niso izoblikovale standardizirane domene, na katerih bi lahko preizkušali in primerjali različne tehnike; različni avtorji delajo z različnimi zbirkami, ki večinoma tudi niso pro​sto dostopne (npr. zbirke podjetja Corel). Pri svojih po​skusih sem uporabil zbirko misc, ki je prosto dostopna [na http://www-db.stanford.edu/image/], precej raznolika (vse​​​buje 9908 fotografij z najrazličnejšo tematiko) in so jo v litera​turi s tega področja že uporabljali [WWFW98, NRS98]. Iz te zbirke sem ročno izbral 1172 slik in jih razvrstil v 14 raz​re​dov: me​tulji, ameriška zastava, sončni zahodi, jesen, cve​t​je, planeti, satelitski posnetki Zemlje, av​tomobili, gore, ob​la​ki, morje, jadralne deske, jadrnice, pre​rij​ske živali. Neka​teri razredi ima​jo značilne barvne vzorce in se dobro ločijo od drugih (npr. sončni zahodi), nekateri pa so si precej po​dobni in naj bi torej metodam učenja pred​stavljali dober iz​ziv (npr. gore, oblaki, morje).


Množico slik sem razdelil na deset delov in pri tem pa​zil, da so bila razmerja med razredi znotraj posameznih de​lov pri​bližno enaka; potem sem uporabljal po en del kot testno množico, ostale pa kot učno (stratificirano deset​krat​no preč​no preverjanje). Na grafih kažejo stolpci povpreč​ja kla​si​fi​ka​cij​ske točnosti po prečnem pre​verjanju, z navpični​mi črtami pa odmik za eno standardno deviacijo nad in pod povprečje.

4.2  Poskusi z globalnimi opisi slik

Pri tej skupini poskusov opišemo celo sliko z enim samim vektorjem. Preizkusil sem histograme, koheren​čne vektorje, avtokorelograme in zgoščene avtokorelograme. Pri teh vrs​tah opisov je potrebno izbrati še kvantizacijo barvnega pro​stora; uporabil sem barvni prostor rgb s kvantizacijami na 64 barv (»rgb-64«, vsako os razdelimo na 4 enake dele), 216 barv (»rgb-216«, vsako os na 6 delov) in 256 barv (»rgb-332«; modro os na 4 dele, ostali dve na 8) ter prostor hsv, razdeljen na 256 barv (»hsv-422«, os h razdeljena na 16 de​lov, ostali dve na 4).


Nad temi opisi sem gradil klasifikatorje po metodi naj​bliž​jega soseda (z manhattansko razdaljo, L1, ali z evklid​sko, L2) in po metodi podpor​nih vektorjev (tu sem preizku​sil tri vrste jedrnih funkcij: line​arne, kubične in radialne).


Kot kaže slika 1, dajejo avtokorelogrami, tako zgoščeni kot navadni, višje klasifikacijske točnosti kot histogrami ali ko​he​ren​č​ni vektorji, pri tem pa med navadnimi in zgoščeni​mi avtokorelogrami ni signifikantnih razlik. Zanimivo je, da ko​​he​ren​čni vek​torji, ki so bili mišljeni kot neke vrste ne​po​sred​na izboljšava histogramov, v večini primerov niso dajali sig​nifikantno boljših rezultatov od histogramov. Vsi poskusi so tudi poka​zali, da daje manhattanska razdalja višje klasifi​ka​​cij​ske toč​nosti kot evklidska, kar se ujema z ugotovitvami dru​​gih av​torjev [HKM97, str. 328a].


Točnosti, dobljene z metodo podpornih vektorjev, pa pri​kazu​je slika 2. Odnosi med različnimi vrstami opisov slik so podobni kot pri poskusih z metodo najbližjih sosedov. Ku​bič​na in radialna jedra dajejo boljše rezultate od linear​nih, kar je pričakovano, saj morejo pri klasifikaciji uporab​lja​ti veliko bogatejši razred razmejitvenih ploskev.


Najboljši klasifikatorji po metodi podpornih vektorjev ima​jo okoli 5% višje točnosti kot najboljši klasifikatorji po me​todi najbližjih sosedov, kar je tudi pričakovano, saj je me​​toda podpornih vektorjev znana kot zelo uspešna na mnogih področjih.


Glede kvantizacij in barvnih prostorov lahko v obeh pri​me​rih ugotovimo, da je rgb-64 opazno slabša od ostalih,  hsv​-422 opazno boljša, med ostalima dvema pa večinoma ni signifikantnih razlik.
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Slika 1. Rezultati poskusov z globalnimi opisi slik in me​to​​do naj​bližjega soseda.
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Slika 2. Rezultati poskusov z globalnimi opisi slik in me​to​​do pod​por​nih vektorjev.
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Slika 3. Rezultati poskusov s segmentacijo in metodo naj​bližjih so​se​dov. O manjkajočih stolpcih pri irm gl. razd. 4.3. 

4.3  Poskusi s segmentacijo

Druga skupina poskusov temelji na segmentaciji po pos​top​ku walrus. Pri tem sem preizkusil več kombinacij veli​kosti oken (w×w slikovnih elementov) in gostote njihove razpo​re​dit​ve (na vsakih t slikovnih elementov); še en para​meter, ki je na sliki 3 predstavljen z »da/ne«, se nanaša na izvajanje dodatnih prehodov skozi opise okenc pri segmen​ta​ci​ji. Za meri po​dob​nosti sem uporabil postopka walrus (pri nekaj različ​nih vrednos​tih () ter irm.


Ti poskusi so pokazali, da je mera podobnosti irm znat​no boljša od tiste, ki jo uporablja sistem walrus, ven​dar pa je tudi časovno precej zahtevnejša. walrusova mera po​dobnosti je tudi razmeroma občutljiva na parameter (, kaj​ti če je ta prevelik, bi tudi nepodobne slike prevečkrat šte​li za podobne, če je premajhen, pa niti podobnih slik ne bi vedno šteli za podobne; med ( = 0,03 in ( = 0,04 ni bilo več​jih razlik, pri ( = 0,05 pa začne točnost že upadati.


Druga pomembna ugotovitev je, da so parametri seg​men​tacije pomembni in lahko prek njih precej vplivamo na kla​sifikacijsko točnost dobljenih klasifikatorjev. Bolje se je obnesla segmentacija na podlagi manjših okenc (w = 4). Pre​krivanje okenc (t < w) je v kombinaciji z walrusovo mero podobnosti koristno, ker omogoča več svobode pri ob​li​ki re​gij; vendar pa regije v tem primeru niso disjunktne in zato ni​so primerne za uporabo z irm, ki implicitno pred​pos​tavi dis​junktnost regij. Zato nekaterih poskusov s t < w in mero irm sploh nisem izvedel, saj bi bili časovno precej po​tratni in glede na izkušnje pri w = 8, t = 4 ne bi dali dob​rih klasifika​tor​jev. Prej omenjeni dodatni prehodi čez opise okenc so ko​ristni, saj ne zahtevajo veliko časa, rezultate pa kvečjemu iz​boljšajo, nikoli poslabšajo.


Presenetljiva pa je primerjava rezultatov te skupine pos​kusov s tistimi, ki temeljijo na globalnih opisih slik. Vidi​mo lahko, da so najboljši klasifikatorji, temelječi na seg​men​ta​ci​ji (in metodi najbližjih sosedov), približno tako dobri kot naj​boljši klasifikatorji, temelječi na globalnih opisih in me​to​di najbližjih sosedov; klasifika​tor​ji na globalnih opisih in meto​di podpornih vektorjev pa so precej boljši od obojih. Pri​​ča​ko​va​li bi namreč, da bo seg​men​ta​cija izpostavila ko​rist​​ne informacije o vsebini slik in prek tega omogočila gra​d​​njo us​pešnejših klasifikatorjev, ven​dar opisani poskusi te dom​ne​ve ne podpirajo. Z rezultati segmentacije si lahko pri učen​ju mogoče vseeno kako pomagamo, vendar očitno ne na tako preprost način.

5.  ZAKLJUČEK

Predstavil sem nekatere možnosti uporabe tehnik strojnega učenja na slikovnih podatkih in jih eksperimentalno primer​jal na srednje veliki ročno označeni zbirki slik. Med priča​ko​va​nimi ugotovitvami lahko navedemo: metoda podpornih vektorjev daje boljše rezultate od metode najbližjih sose​dov; kubična in radialna jedra boljše rezultate od linearnih; avto​korelogrami, zgoščeni in navadni, dajejo boljše re​zul​tate od histogramov in koherenčnih vektorjev; pri primerja​n​ju segmentiranih slik se obnese irm bolje od walrusove mere podobnosti; pregroba kvantizacija barvnega prostora poslabša rezultate; delo v prostoru hsv daje boljše rezultate kot v prostoru rgb.


Poleg tega pa so pos​ku​si presenetljivo pokazali tudi,  da rezultatov segmentacije ni pre​prosto uporabiti za gradnjo boljših klasifikatorjev; pri opi​sa​nih poskusih klasifikatorji, temelječi na segmentaciji, po klasifikacijski točnosti niso dosegli najboljših klasifika​tor​​jev na podlagi globalnih opi​sov. Še en nepričakovan rezultat se nanaša na klasifikatorje po metodi najbližjih sosedov, kjer upoštevanje več kot ene​ga soseda ni izboljšalo klasifikacijske točnosti; iz tega lahko sklepamo, da se pogosto zgodi, da najbližji sosed sicer gla​suje za pravi razred, drugi ali tretji najbližji sosed pa za na​pačnega.


Primerjava z delom Huanga in soavtorjev [HKZ98] kaže, da so klasifikacijske točnosti primerljive, čeprav so njihove neko​liko višje. To je lahko posledica manjšega števila raz​re​​dov (11), vendar rezultatov ne moremo primerjati nepo​sred​​no, saj so oni uporabili povsem drugo zbirko slik.


Možnosti za nadaljnje delo je na tem področju še pre​cej, na primer pojasniti nepričakovane izsledke tu opisanih po​sku​sov ter preizkusiti pri problemu klasifikacije še kak​šno dru​go izmed številnih tehnik, ki so se razvile na pod​ro​čju pre​gle​dovanja slikovnih zbirk.
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